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V tomto poslednim dile seridlu se budeme vénovat pokrocilejsim partiim regresni analyzy. Nej-
prve si popiSeme, jak vyresit pfipady, kdy neni zrejmé, jakou mame zvolit proklddanou funkci,
coz vyresime lokalni aproximaci polynomy. Déle si popiseme pripady, ve kterych potiebuje-
me naméfenymi daty prolozit funkéni zavislost, kterd neni linedrni v neznamych regresnich
parametrech. Pozndme, Ze z hlediska zpracovani dat a price s matematickym softwarem je
nelinedrni regrese prakticky stejnd jako regrese linedrni (lisi se jen v matematickych modelech
v pozadi, jejichz znalost ale neni pro praxi nutnd). Déle se nau¢ime zahrnovat do nasi analyzy
i nejistoty méfeni naSich hodnot (zejména nejistoty typu A zplisobované pouzitym postupem
méfeni). Nakonec struéné zminime, jak postupovat pfi testech hypotéz o hodnotach regresnich
koeficient.

Nelinearni regrese

Az do ted jsme se zabyvali pouze pripadem, kdy proklddand funkce byla linedrni v neznamych
regresnich koeficientech, proklddana funkce tedy méla vzdy podobu

f(@) = Bo+ Bifi(x) + -+ Brfr(z).

Toto byla tzv. linedrni regrese. Nyni se budeme zabyvat pripadem, kdy potfebujeme namére-
nymi daty prolozit funkci, kterd neni linedrni v nezndmych regresnich koeficientech. Budeme
tedy prokladat funkci tvaru

f(m750’51""7/8k)7

kde Bo, B1,-.., Bk jsou nezndmé regresni koeficienty, v nichz neni tato funkce linedrni. Tako-
vémuto typu regrese se rika nelinedrni regrese. Nasim cilem nadéale bude stejné jako v pripadé
regrese linedrni odhadnout z naméfenych dat hodnoty nezndmych regresnich koeficientu a vy-
kreslit do grafu prolozenou funkci.

Nelinedrni regrese se od linearni regrese lisi jen v nékolika detailech. Na odhadovani nezné-
mych parametri v nelinedrni regresi pouzijeme stejné jako v pripadé regrese linedrni metodu
maximalni vérohodnosti, kterd za predpokladu normélniho rozdéleni chyb méreni bude ekvi-
valentni metodé nejmensich ¢tvercli. Vypocetni aspekt odhadu parametr v nelinearni regresi
je znacné komplikovanéjsi a musi proto pouzivat numerické algoritmy (na rozdil od linedrni
regrese, kde existoval explicitn{ vzorec). Vlastnosti odhadi budou v piipadé nelinearni regrese
velice podobné regresi linedrni. VSechny tyto odlisnosti si nyni popiSeme podrobné&ji.

Metoda maximalni vérohodnosti

O principu fungovani metody maximalni vérohodnosti uz jsme psali v minulém dilu seridlu, ale
pro jistotu ji zde jesté strucné zopakujeme. Pfi metodé maximalni vérohodnosti predpoklddame,
Ze namérend data (tedy dvojice (x;,y:)) byla vygenerovana pomoci nasledujiciho schématu. Pro
kazdou hodnotu nezévisle proménné x; jsme namérili urc¢itou hodnotu y; podle vztahu

yi = f(zi, B0, B1,...,Br) + &,
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kde &; predstavuje ndhodnou nepresnost méreni, o které predpokladdme, ze mé rozdéleni
N(0, 02), pro né&jakou nezndmou hodnotu o2. Vérohodnost pro uréitou volbu hodnot regresnich
koeficientu o, ..., Bk je definovana jako pravdépodobnost, Zze pri takovéto volbé regresnich ko-
eficienti namérime prévé takova data, kterd jsme namérili. Metoda maximdalni vérohodnosti
tiké, ze za odhady regresnich koeficientii vezmeme takové hodnoty 507 e BAk, které maximali-
zuji vérohodnost pro nase namérena data. Vérohodnost pro nase namérend data je tvaru
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Tento vyraz se d4 pomoci algebraickych tprav prepsat na vyraz
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Podobné jako v minulém dile seridlu mizeme odvodit, ze tento vyraz je maximalizovan, pravé
kdyz je minimalizovana hodnota vyrazu
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Chceme tedy za odhady regresnich koeficienti zvolit takové hodnoty @)7 . ,B/;, aby byl mini-
malizovan soucet Ctvercti vzdalenosti namétenych hodnot od prolozené funkce. Pouzivame tedy
metodu nejmensich étverci.

Vypocetni aspekty odhadii parametrii

Jak uz jsme naznacili, po¢itdni odhadu regresnich koeficienti v nelinedrni regresnim modelu
je znacné komplikované. V praxi se pro tento vypocet museji pouzivat numerické metody.
Nejcastéji pouzivanou metodou je tzv. gradient descent metoda, kterou si zde stru¢né popiseme.

Tato metoda se snazi najit extrém funkce tim zptisobem, zZe zacne v néjakém nami zadaném
bodé (pozdéji bude upfesnéno, jak zvolit pocateéni bod), ndsledné ur¢i smér, ve kterém mini-
malizovana funkce co nejvice klesd® a posune se v tomto sméru o predem zvoleny krok. Tento
postup se porad opakuje, ¢imz se postupné posouvame k hledanému minimu funkce. Pokud se
dostaneme k hledanému minimu funkce, za¢ne se tato metoda vétsinou cyklit na misté (uz se
nikam systematicky neposouvd). Kdyz se toto stane, je to signdl, ze mizeme skonéit a prohlésit
posledni bod za aproximaci hledaného minima.

Tato metoda pozaduje, aby uzivatel na zac¢dtku zadal hodnotu pocatecniho bodu. Ve vét-
$iné ptipadt na volbé pocéateéniho bodu nezalezi (tj. miuzeme zadat libovolny pocateéni bod),
Jako pocatec¢ni bod by se mél volit bod, o kterém si myslime, ze je blizko hledanému reseni
(aby nebyla cesta k hledanému minimu prilis dlouhd). Jak uz bylo fe¢eno drive, Spatnd vol-
ba pocatetniho bodu obvykle neméa fatdlni dusledky (kromé delsi doby vypoctu), ale mize
se stat, ze kvili Spatné volbé pocatecniho bodu metoda nebude vracet pozadované vysledky.

Toto se provede pomoci gradientu funkce (odtud nazev gradient descent), coz je néco jako zobecnéné
derivace pro funkce vice proménnych.
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Toto je nejCastéji zpusobeno tim, Ze metoda nenajde globdlni minimum, ale pouze néjaké lo-
kalni minimum. Je proto dobré vénovat pozornost vhodné volbé startovactho bodu a potom
také zkontrolovat, zda vystup programu odpovidé intuitivni predstavé o spravném vysledku.
V opac¢ném ptipadé bychom méli zkusit jinou volbu pocatecniho bodu. V prilozeném vzorovém
skriptu je opét uvedena ukézka toho, jak spravné volit hodnoty pocatecnich bodu, abychom se
vyhnuli nesprdvnym zavérum.

Pokud budeme chtit v programu R odhadovat regresni koeficienty v nelinedrni regresi, po
zavolani prislusného ptikazu na pozadi probéhne podobny algoritmus, jaky byl popsan vyse.
Z tohoto duvodu je tedy potfeba spolecné s ostatnimi vstupnimi parametry modelu zadat
i poc¢atecni bod pro metodu gradient descent. Nyni mame alespon zékladni predstavu, proc¢ se
po nas néco takového chce.

Vlastnosti odhadii

V pripadé linearni regrese jsme odvodili pomérné dost vlastnosti, které maji odhady regresnich
koeficienti, a naucili jsme se konstruovat intervalové odhady pro hodnoty regresnich koeficientu
i proklddané funkce (viz minuly dil seridlu). Nyni bychom chtéli néco podobného odvodit i pro
pripad nelinearni regrese.

Dobré zprava je, ze v pripadé nelinearni regrese maji nase odhady tplné analogické vlastnosti
jako odhady v pripadé linearni regrese a daji se konstruovat také intervalové odhady pro regresni
koeficienty i pro proklddanou funkci. Spatné zprava je, ze matematicks teorie, kterd viechno
nebudeme uvadét a jen napiSeme, ze se daji zkonstruovat asymptotické intervalové odhady,
které maji pro dostateéné velky pocet méfeni (bude upfesnéno dale) vlastnosti

P(ﬁz € (@:I:ul,%sffi)) =1—a,
P(f(x,ﬁo,...,ﬁk)e (f(a:,go,...,,BAk)iul,%sfb(x))) “l-a,

kde s je nejistota m&Fen{ regresniho koeficientu a sf () je nejistota méfeni funkéni hodnoty

proklddané funkce v bodé x. Obé tyto hodnoty poskytuje matematicky software jako standardni
vystup. Jak uz bylo zminéno dfive, na vypocet téchto nejistot sice existuji explicitni vzorce, my
je zde ale nebudeme uvadét.

Regresni diagnostika

I v pfipadé nelinedrni regrese je potreba, aby byly splnény vsechny predpoklady modelu, jinak
obdrzené vysledky nebudou spravné. Predpoklady jsou v podstaté stejné jako v pfipadé linearni
regrese, pro jistotu je zde ale zopakujeme. Predpoklady nelinedrni regrese jsou

e Spravnd volba proklddané funkce.
e Stejny rozptyl chyb méfeni.
e Nezavislost jednotlivych méreni.

e Normalita chyb méreni.
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Stejné jako v linedrni regresi plati, ze ¢tvrty predpoklad neni nijak zasadni, pokud pracujeme
s dostatecnym poctem méfeni. Splnéni ostatnich predpokladi je ale pomérné zasadni. Je proto
nutné pokazdé provést alespon zakladni regresni diagnostiku, abychom ovéfili, Ze byly vsechny
predpoklady splnény (nebo ze alespon nebyly poruseny zdsadnim zptisobem).

V zésadé plati, Zze na ovéreni platnosti predpokladi muzeme pouzit stejné metody, které
pouzivdme na ovéreni predpokladt v linedrni regresi. Nemélo by smysl vSechny tyto metody
zde znovu opakovat, proto jen odkazeme na kapitolu Regresni diagnostika v minulém dilu
serialu.

Statistické testy o hodnotach regresnich koeficientd

Metody popsané v tomto odstavci jsou aplikovatelné na linedrni i nelinearni regresi. Posledni
véc, kterou bychom chtéli v souvislosti s regresni analyzou pokryt, je testovani hypotéz o hod-
notach regresnich parametri. Je to tedy situace, kdy chceme pomoci namérenych dat otestovat
hypotézu proti alternativé tvaru

H:B;=4,
Az #9,
kde 9 je néjakd predem zvolend konstanta.

Jak bylo popsano ve ¢tvrtém dilu seridlu, k odvozeni testu potiebujeme odvodit podobu
testové statistiky a kritického oboru. Jako testovou statistiku v tomto ptipadé zvolime

B
T = sffj

I

kde sff 7 je nejistota méfeni regresniho koeficientu. Z predchoziho dilu seridlu vime, Ze v piipadé
linedrn{ regrese je tato nejistota rovna prvku na pozici (j,4) v matici 7%(X7X)™!, kde X je
matice modelu. V piipadé nelinedrni regrese jsme si explicitni vzorec neuvedli a spoléhame se
v tomto na matematicky software. Takto zvolena testova statistika bude za platnosti hypotézy
konvergovat v distribuci k rozdéleni N(0,1). Kriticky obor tedy zvolime jako

C = (—0o,ug)U(ui—g,00).

Zduvodnéni je stejné jako ve ¢tvrtém dilu seridlu u klasického t-testu.
Jednoduchou modifikaci by se dal takovyto test upravit, aby testoval mirné pozménénou
hypotézu proti alternative

H:pj<9,
A:B; >0,

Testova statistika by se zvolila stejné, jen volba kritického oboru by se lisila. Kriticky obor testu
by v tomto ptripadé byl
C = (u1—a,00).

Zduvodnéni je opét zcela analogické jako v pfipadé t-testu. V pripadé opac¢nych znamének
nerovnosti v definici testované hypotézy a alternativy bychom dostali stejnym zptisobem kriticky
obor tvaru

C = (—00,uq) .
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Nékolik poznamek k nelinedrni regresi

e Stejné jako v pripadé linearni regrese plati, ze v kazdém pripadé musime mit alespon
takovy pocet méfeni, jako mame nezndmych regresnich koeficientt (jinak nemuzeme ne-
linedrni regresi ani pouzit). Déle plati, ze aby byly intervalové odhady pro regresni koefi-
cienty a hodnoty proklddané funkce, které jsme popsali v predchozich kapitolach, presné,
potfebujeme mit alespon 4-5 krat vice méfeni nez regresnich koeficienti.

e Stejné jako v pripadé linearni regrese plati, Ze ¢im vice naméfenych hodnot pouzijeme
pro odhad regresnich koeficienti, tim presnéjsi vysledky dostaneme (dostaneme mensi
nejistotu méreni regresnich parametri).

e Stejné jako v pripadé linearni regrese plati, ze bychom méli naméfenymi daty prokladat jen
takové funkce, které maji urcité fyzikalni opodstatnéni. Z opacném pripadé se vystavujeme
velkému riziku, ze zvolime proklddanou funkci $patné, coz by mélo na zavéry nasi analyzy
fatalni dusledky.

e Dalsi véc, na kterou si musime dat v pripadé nelinearni regrese pozor, je identifikovatel-
nost regresnich parametri v nasem modelu (v linedrni regresi jsme toto fesit nemuseli).
Identifikovatelnost regresnich parametrii znamena, ze se nesmi stat, ze bychom pro rizné
hodnoty regresnich koeficientui dostali stejnou proklddanou funkci.

Pro lepsi pochopeni uvedeme ptiklad. Pokud bychom zvolili proklddanou funkci ve tvaru

J@)=a+

cx+d’

stalo by se, ze by regresni parametry nebyly identifikovatelné. Napriklad pro volby para-
metru

(a7 b, C7 d) = (1, 17 17 1) )
(al,b/7cl7d/) = (1,27272)

bychom dostali naprosto stejnou proklddanou funkci (po kraceni ve zlomku). Tento pro-
blém se da vzdy odstranit vhodnéjsi parametrizaci (s méné regresnimi koeficienty). V tom-
to pripadé bychom si museli prokladanou funkci prepsat do tvaru

1 1
t)=a+——7=fo+ —r
/(@) fo+ 4 bo Brz+ B2’

kde mame jen 3 regresni koeficienty (o, 51, 2.

e Pokud pouzivime pro zpracovani méreni urcitého experimentu nelinedrni regresi, meé-
li bychom do zévérec¢ného protokolu uvést dostatecné mnoho informaci, aby ctenar byl
schopen presné zrekonstruovat nas postup, poskytnout i grafické vystupy a dbat pfitom na
prehlednost. Stejné jako v pripadé aplikace linearni regrese plati, ze bychom jako vystup
méli uvést minimélné

— Tvar proklddané funkce (tedy vzorec f(z) =...)

— Bodovy odhad a nejistota méreni vSech regresnich koeficientu.
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— Alespon struény komentar, zda jsou splnény vSechny predpoklady pouziti regresniho
modelu (pfipadné upozornéni na mozné nepiesnosti zptisobené nesplnénim predpo-
kladt). Neni nutné priklddat vSechny popsané grafy.

— Pokud se rozhodnete vykreslit graf s namérenymi daty a prolozenou funkci, mél by
byt v legendé uveden tvar proklddané funkce. Je také dobré (i kdyz ne Gplné nutné)
do grafu vykreslit interval spolehlivosti pro proklddanou funkci. Ve vzorovém skriptu
najdete podrobny névod a ukazku, jak by toto mélo spravné vypadat.

e Pozorného ¢tenare jisté napadne, Ze nelinedrni regrese je univerzalnéjsi nez linearni regre-
se a ze bychom mohli pouzivat pouze nelinedrni regresi (tedy aplikovat ji i na problémy
FeSitelné linedrni regresi). Toto je do urcité miry pravda, ale stéle existuje mnoho divo-
di, proc¢ je dobré pouzivat linedrni regresi v pripadech, kdy to jde. Mezi hlavni patri,
Ze linedrni bude poskytovat presnéjsi vysledky (diky jednoduseji formulovanym modelim
a jednodussi matematické teorii). Jako druhy hlavni divod muzeme uvést snadnéjsi vypo-
Cet koeficienti. V problémech, které v tomto seridlu resime, a pfi uvazeni vypocetni sily
dnesnich pocitacu se toto nezdd byt jako nevyhoda nelinedrni regrese, ale ocenili bychom
to v ptipadé zpracovavani opravdu velkych objem® méfenych dat.

Pokrocilé partie regresni analyzy

V této posledni kapitole se budeme vénovat nékolika problémim pokrocilé regresni analyzy.
Uvadime je zde spise pro zajimavost, nebot na né v praxi moc ¢asto nenarazime a da se fici,
ze je v urcitém ptiblizeni mtzeme resit uz zndmymi metodami nebo tyto problémy ignorovat
a nedopustili bychom se velkych nepfesnosti (alespon tedy ve velké vétsiné pripadi).

Omezeni na regresni koeficienty

Neékdy v praxi potkdme pripad, kdy predem vime, Ze regresni koeficienty musi nabyvat jen
urc¢itych hodnot. Napfiklad mohou nabyvat jen kladnych hodnot nebo jen ”malych hodnot”
(feknéme mensi nez 100). V takovémto pfipadé je mozno numerickému algoritmu tuto infor-
maci poskytnout a ten bude hledat regresni koeficienty tak, aby tyto nase podminky spliovaly.
V prilozeném vzorovém skriptu najdete priklad, kdy je toto potifeba udélat, a také, jak to
spravné udélat.
Toto se nejcastéji stane, kdyz prokladdme namérenymi daty periodické funkce (jako napft. funk-

ce sin(x), cos(x) atd.). Pfedstavme si, ze chceme naméfenymi daty prolozit funkci

f(x) =a+bsin(cz +d) .

Pokud bychom si nestanovili zddnou dodatecnou podminkou na hodnoty regresnich koeficienti,
velmi pravdépodobné by nadm software na vystupu poskytl velice vysokou hodnotu odhadu
regresniho koeficientu c¢. Pokud bychom si nasledné nakreslili graf prolozené funkce, dostali
bychom sinusoidu s velikou frekvenci, kterd by sice skoro dokonale prosla naméfenymi daty
(tedy soucet ¢tverct residui by byl velice maly), ale velice $patné by aproximovala pozorovanou
zévislost. Refenim by v tomto piipadé bylo omezit mozné hodnoty regresniho koeficientu c.
Priklad spravného pouziti omezujicich podminek najdete ve vzorovém skriptu.
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Problematicka volba prokladané funkce - spliny

V praxi se mize nékdy stat, ze zavislost, kterou chceme namérenymi daty prolozit, je prilis
komplikovana na to, abychom ji mohli vyjadfit pomoci jedné proklddané funkce s regresnimi
koeficienty. Pokud bychom chtéli i v této situaci vykreslit graf, ve kterém bude kromé namérte-
nych dat i prolozend teoreticka kiivka, mtizeme k tomu pouzit lokdlni aproximaci polynomy.

Lokalni aproximace funkce polynomy zjednodusené znamend, ze defini¢ni obor funkce roz-
délime na mensi intervaly a na kazdém takovémto intervalu budeme chtit najit polynom, ktery
bude co nejvice podobny aproximované funkci (podobny ve smyslu, ze vzddlenost mezi aproxi-
movanou funkci a polynomem bude co nejmens{). Jisté néktef{ z vas uz slySeli o Taylorovych
polynomech. Tadllorovy polynomy jsou jednim ze zpusobu, jak lokalné aproximovat funkci po-
moci polynomu®.

Idea, jak budeme chtit postupovat, je takové, Ze si naméfend data rozdélime do nékolika
intervall podle hodnot nezévisle proménné (délici body budeme v tomto kontextu nazyvat uzly)
a na kazdém z téchto intervalii budeme chtit namérenymi daty proklddat polynomidlni funkeci
urc¢itého stupné p. Jednotlivym polynomtim se v tomto kontextu fika regresni spliny9. V praxi
staci zvolit p rovno dvéma nebo tfem, vétsi stupné proklddanych polynomt uz obvykle nevedou
k vyrazné lepsim vysledkim.

K prolozeni polynomt na jednotlivych intervalech mtizeme pouzit linearni regresi, ktera byla
popséna v minulém dilu seridlu. Regresni koeficienty budeme tedy odhadovat pomoci metody
nejmensich ¢tverci. Pokud bychom vse provedli jen tak, jak jsme dosud popsali, velice prav-
dépodobné bychom dostali nespojitou prolozenou funkci, coz neni tplné to, co by odpovidalo
intuitivnim pozadavkium na proklddanou funkci. Proto si navic pfiddme podminku na to, aby
bylo napojeni prolozenych polynomu na krajich nasich intervalt spojité. Takovouto podminku
pridame jednoduse tim, ze pfi pocitani odhada regresnich koeficientt budeme uvazovat jen ta-
kova teseni, kterd zaroven splnuji podminku na spojitost na krajich intervalu. Pokud si nejste
jisti, jak by se takovato soustava fesila, nevadi, v praxi toto vzdy bude obstardvat matematicky
software. Tento odstavec slouzi jen na ziskani zdkladni predstavy, co se v pocitaci po spusténi
prikazu déje.

Posledni problém, ktery musime vyresit, je volba déleni na intervaly, tedy jaké mmnozstvi
a jaké rozmisténi uzlu zvolit. Obecné se d4 ftici, ze je dobré zvolit uzly tak, aby na kazdém
vzniklém intervalu stdle byl dostateény pocet méreni (idedlné alespor 4 az 5 krat vice, nez
je stupen proklddaného polynomu). Uzly bychom méli potom volit tak, aby hranice intervala
odpovidaly bodum, ve kterych se méni chovani mérenych dat. Obvykle se v praxi postupuje
metodou pokus—omyl, tedy zkusime podle vySe popsanych pravidel uzly néjak zvolit, vykreslime
si prolozenou funkci a pokud nejsme spokojeni, pokousime se jinou volbou uzli vysledek zlepsit.
Zejména bychom volbou uzlit méli zajistit, aby prolozena funkce nevykazovala prilis rozkolisané
a neocekavané chovani. Tato metoda vyzaduje cvik a zkusenosti, proto ve vzorovém skriptu
najdete priklady toho, jak by spravna volba uzli méla a neméla vypadat.

Pomoci tohoto postupu dostaneme pékné vypadajici graf, ale je nutné si uvédomit nékolik
omezeni, ktera tento postup ma:

e Je potfeba pomérné hodné méteni k tomu, aby byla tato metoda spolehlivd (coz je lo-
gické vzhledem k tomu, ze naméfend data rozdélime na nékolik skupin a na nich zvlast
proklddame jednotlivé funkce).

2Pokud jste o Taylorovych polynomech jesté neslyseli, nevadi, uvéddime to zde jen pro zajimavost.
3Cti [splajny].
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e Obdrzené odhady regresnich koeficientti na rozdil od klasické linearni regrese nemaji na-
prosto zadnou fyzikélni interpretaci. Jediné, ¢eho timto postupem docilime, je nazorné
proloZzend kiivka v grafu naméfenych hodnot.

e Vyvstava problém, jaké déleni na jednotlivé intervaly bychom meéli spravné zvolit, nebot
obdrzeny vysledek zavisi na zvoleném déleni.

Aplikace regrese v pFipadé heteroskedasticity

V tomto dilu a v minulém dilu seridlu jsme opakované uvadéli, ze jednim z predpokladu line-
arnich i nelinedrnich regresnich modeli je shodnost rozptylu méfenych dat (homoskedasticita).
Uvedli jsme, ze pokud neni tento predpoklad porusen vyrazné, miazeme toto poruseni ignorovat
(pfipadné slovné upozornit na mozné nepresnosti v obdrzenych vysledcich). Nyni predstavi-
me metodu, jak miuzeme heteroskedasticitu vzit v potaz pti odhadovani modelu tak, abychom
obdrzeli spravné vysledky.

Pro zacatek je nutné si uvédomit, ze odhady regresnich koeficienti budou spravné i pri
poruseni predpokladu homoskedasticity, jediné, co bude timto predpokladem pokazeno, jsou
nejistoty odhadu regresnich koeficienti. Tyto nejistoty odhad budou ve vétsiné pripadu pod-
hodnoceny, budeme tedy mit faleSny pocit, ze jsme koeficienty zmérili presné, i kdyz opak
je ve skutecnosti pravdou. Nastésti existuje metoda, jak upravit nejistoty méreni regresnich
koeficientu tak, aby reflektovaly nesplnény predpoklad homoskedasticity. Této metodé se ¥ikéd
Whitetiv odhad kovarianéni matice (nékdy také sendvicovy odhad). Je nad moznosti tohoto
seriadlu podrobné popsat tento odhad, proto to na tomto misté ani nebudeme délat. Jediné, co
je potieba si pamatovat, je, ze pokud pomoci regresni diagnostiky odhalime nesplnéni predpo-
kladu homoskedasticity, je potifeba pouzit jiny vypocet nejistot méreni, nez je ten zdkladni. Ve
vzorovém skriptu muzete nalézt priklad, jak takovyto odhad v praxi konstruovat.

Typickym dusledkem pouziti Whiteova odhadu kovarianéni matice namisto zédkladniho od-
hadu kovarian¢ni matice je zvétseni nejistot odhadt regresnich parametrti. Toto je nepiijemné
z hlediska sniZeni presnosti vysledku, ale je nutné si uvédomit, Ze je to jedind mozZnost, nebot
predchozi nejistoty méreni regresnich koeficientd byly sice mensi, ale nebyly spravné. Pritom-
nost heteroskedasticity v nasich datech snizuje presnost, se kterou jsme schopni urcit regresni
koeficienty.

Pozorného cCtendre urcité napadne, pro¢ bychom nemohli Whiteuv odhad kovarianéni ma-
tice pouzivat vzdy (je to pfece obecnéjsi odhad). Toto by bylo mozné a obdrzené vysledky by
byly spravné, ale vSsechny nase vypocty by se vyrazné zkomplikovaly. Navic je nutné zminit, ze
mirné poruseni predpokladu homoskedasticity pfilis nevadi (nijak vyrazné to neovlivni sprav-
nost ziskanych vysledkil) a mizeme ho ignorovat (jak bylo zminovdno difve). Whitetv odhad
je nutné pouzivat az v ptripadech opravdu vazného poruseni predpokladu homoskedasticity. Ve
vzorovém skriptu opét muzete najit ukazky pouziti Whiteova odhadu véetné ukazky toho, kdy
uz je nutné tento odhad pouzivat a kdy to jesté neni nutné.

Regrese na zakladé priméri z méreni

Pokud se provadi néjaké rozsahlejsi experimentdlni méfeni, vétsinou se postupuje tak, ze se pro
kazdou hodnotu nezavisle proménné zméri vice hodnot zavisle proménné®. Matematicka teorie

4Potom se (mimo jiné vyhody) da provadét test vhodnosti proklddané funkce popsany v minulém dile
serialu.
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regresni analyzy potom umoznuje délat regresi jen na zdkladé pruméru namérenych hodnot pro
jednotlivé volby nezavisle proménné.
Pro lepsi predstavu si uvedeme priklad. Predstavme si, Ze namérime nasledujici data

($17y1,1)7 ey (x17y1,7L1)7

(:Em,ym,l), M (xm,ym,nm) ’

Takovato situace neni nic neobvyklého, na zdkladé dosud vylozené teorie si s ni umime poradit
(tj. umime témito daty prolozit libovolnou funkéni zavislost). Co chee tento odstavec Fici, je, ze
pokud by ndm nékdo dal jen ¢aste¢nou informaci o téchto méfenich, a to sice pruméry hodnot
zéavisle proménné v jednotlivych skupinach odpovidajicich hodnotdm nezavisle proménné, pti-
slusnou vybérovou smérodatnou odchylku priméru a pocty métreni v jednotlivych skupinéch,
tedy
(%1, U1 0, 8n1,M1), -+, (Tms Prrer Sn s o)

stale bychom byli schopni takovymito daty prolozit libovolnou funkéni zévislost. Nékdy se
misto surovych dat poskytuji pravé jen pruméry hodnot nezavisle proménné, prislusné vybérové
smérodatné odchylky pruméri a poc¢ty méreni v jednotlivych skupindch z diivodu tUspory casu
a pamétové naroc¢nosti.

Toto tvrzeni si nyni také odvodime. Budeme postupovat tak, Ze si napiSeme soucet Ctver-
cli, ktery chceme pii odhadovani nezndmych regresnich koeficientt minimalizovat, na zakladé
vSech méfeni (tedy zatim nebudeme zavddét zjednoduSeni méfenych dat). Nasledné pomoci
algebraickych tprav ukézeme, Ze jsme schopni tento soucet ¢tvercu prepsat jen pomoci sym-
bolu (z;,7j.e, Sn;,1;), ¢imz bude odvozeni dokonéeno, nebot pii praktickém vypoctu miuzeme
pouzivat jen tento alternativni zapis. Nyni uz k samotnému odvozeni, soucet ¢tverct, ktery
chceme minimalizovat, mé tvar

N
S(‘rly-"71‘j7y1,17"~7yj7nj7607"~,ﬂk :Z x]7507~~~7/8k))2 )

kde N predstavuje celkovy pocet méfeni. Tento vyraz budeme nyni algebraicky upravovat,
nejprve rozdélime sumu pres vSechna méfeni na dvé sumy, nejprve podle hodnot nezavisle
proménné x a poté podle hodnot méreni prislusnych méreni zavisle proménné, ¢imz dostaneme

ZZ F(@j, B0, Br))?

j=1 i=1

Nyni provedeme dilezity trik, a sice ten, ze k vnitiku zdvorky priCteme a odecteme vybérovy
prumér prislusné skupiny méfeni, tedy ¢len

Yio = n*] : Yjyi-
Timto nezménime hodnotu naseho vyrazu, ale nasledné si tim vyrazné pomiizeme, dostavame

D Wi = Tow + Tow — f(@5, B0, B))

j=1 i=1
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Nyni roznidsobime zavorku, ¢imz dostaneme

m

ZZ Wsi = o)’ + 2 (Y36 — Tow) o — F (@5, Bos - Bk)) + Wie — (5, B0, -+, B))°] -

Jj=1 i=1

Nyni tento vyraz rozdélime na jednotlivé sumy a uvédomime si, ze nékteré vzniklé vyrazy
miuzeme z definice prepsat pomoci vyrazi Si,; a n;, dostdvame

DY i =T+ DY @ — S Bose e B)) +

j=1 i=1 j=1 i=1

D 2(Ws — Tiw) Wrw — (@ B0, Br)) =

=1

)
>

1)S$Lj + an (mi f(mj7507' .. 7ﬁk‘))2 +
j=1

||'M3

Z y],i_m)(m_f(xj7ﬁ07“'aﬁk))‘

Nyni vidime, ze prvni dva ¢leny naseho souétu uz jsou vyjadreny jen pomoci symbolil (2s, Jj,e, Sn; s i ).
zbyva néjak se vyporadat se tietim ¢lenem. Na tomto misté si musime uvédomit, ze tieti clen je
roven nule, coz plyne z jednoduchych algebraickych tprav, které zde nyni podrobné provedeme.

D0 2(ysi — Tw) @i — f(@s, Bo, - B)) =
j=1 i=1

n;

Z Y — Yiif (@5, Bo,. ., B) — (55.0)" + Uraf (25, o, -, Br)] =

[ (@5,0)° = 1350 f (25, Bos -+, Br) — 1 (T5.0)° + 0350 f (25, Bo, -+, Br)] =

=0.
Shrneme si, co jsme celkové dokazali. Zapsali jsme soucet ¢tverct, ktery chceme pii odhado-

van{ nezndmych regresnich koeficientt minimalizovat, pouze pomoci symbolt (i, ¥i e, Sn;; T )
jako

m m
S(Z’l, e Ty Y11, .. 7yj,nj7,80,~ .. 7/819) = Z(TLJ - 1)8%]' + an (m_ f(xj7607 e 7/876))2
i=1 =
Je tedy vidét, ze k urceni odhadia regresnich koeficienti nepotfebujeme zndt hodnoty vsech
méfeni, ale staci ndm zndt hodnoty (z;,7je,n,,n;). V praxi se potom na hledani odhadi
regresnich koeficient pouziji stejné metody, které byly popsany diive, a bude to za nas vzdy
provadét pocitac.

10
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Kdyz se do takovéto situace dostaneme a chceme vykreslit graf namérenych hodnot a prolo-
zené funkce, vetsinou do grafu nekreslime samotné namérené hodnoty, ale pouze priméry mé-
fenf odpovidajicich hodnotdm nezavisle proménné ;¢ a nejistoty sn;, které vyjadiime pomoct
tzv. error barti (¢esky chybova tisecka). Chybova tisecka je vertikaln{ tsecka o velikosti 2s,; se
stfedem v bod€ y;,«, pomoci které v nékterych piipadech 1épe vyjadiime rozptylenost mérenych
hodnot (zejména v pfipadech, kdy médme hodné naméfenych hodnot a klasicky graf by byl kvuli
tomu neprehledny). Delsi chybovd tsecka znamend, ze méfené hodnoty byly vice rozptyleny.
Chybova tsecka se da také interpretovat tak, Ze je pravdépodobnost priblizné 68 %, Ze skutecna
hodnota proklddané funkce lezi uvnitt chybové tsecky (pokud mame dostatek méfeni, abychom
mohli pouzit centralni limitni vétu). V pfilozeném vzorovém skriptu také naleznete priklad na
pouziti této metody a kresleni chybovych tsecek.

Regrese pri uvaZovani nepresnosti méreni nezavisle proménné

Az dosud jsme uvazovali pouze nepresnosti mérené zavisle proménné y, hodnoty nezavisle pro-
meénné x byly povazovany za presné znamé. Nyni si rozebereme obecnéjsi pripad, kdy uvazujeme
i hodnoty nezavisle proménné x za zatizené nepresnostmi méreni. Nasim cilem bude opét prokla-
dat namérenymi daty teoretickou zavislost, k tomu budeme chtit odhadovat nezndmé regresni
koeficienty z naméfenych dat.

Stejné jako v predchozich pfipadech se na odhad hodnot regresnich koeficienti pouzije
metoda maximalni vérohodnosti. Nyni ale bude analytické vyjadieni feseného problému o néco
slozitéjsi. Obecné budeme predpokladat, Ze pro mérena data plati teoretickd zavislost

y:f(‘r7507""ﬂk)7

ale my nemuzeme ptfimo mérit hodnoty z a y. Tyto velié¢iny budeme vzdy méfit nepiesné,
vysledné hodnoty méreni &;, ¥; tedy budou rovny

gi:f<xi7507~"7ﬁk)+€i7
T = xi + i s

kde £; je ndhodna veli¢ina s rozdélenim N (0,07) a §; je ndhodna veli¢ina s rozdélenim N (0,02).

Nebudeme na tomto misté podrobné odvozovat, jak budou odhady v takovémto pripadé
vypadat, nebot je to prilis komplikované a v praxi je za néds bude vzdy délat pocitac. Jedi-
né, co zde uvedeme, je, jak si muzeme takovouto metodu predstavit ve srovnani s klasickou
regresi pri uvazovani méreni hodnot nezévisle proménné bez neptesnosti. V pripadé klasické
regrese jsme chtéli minimalizovat soucet druhych mocnin vertikalnich vzdalenosti namérenych
hodnot od prokladané funkce. Vertikalni vzddlenost namérené hodnoty od proklddané funkce
byla nazyvana residuum, matematicky zapsano

UZ‘ :ysz(xuﬁ(haﬂk)

V pripadé, kdy uvazujeme i nepresnosti méfeni nezédvisle proménné, ale nebudeme uvazovat
vertikalni vzdalenost, ale pfimo vzdédlenost namérené hodnoty od prokladané funkce. Abychom
mohli tuto vzdalenost spravné upravit, potfebujeme znat pomér mezi rozptyly ndhodnych ne-
presnosti méreni prislusnych nezavisle a zavisle proménné, tedy pomér

o

5.
0y
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Na zévér poznamenejme, ze v praxi nastane témér vzdy pripad, kdy mérime i hodnoty neza-
visle proménné s nepfesnostmi (minimalné nejistota typu B zplisobend pouzitim nedokonalého
méridla). Témér nikdy se nestane, ze bychom hodnoty nezévisle proménné znali presné. Pokud
ale je rozptyl hodnot méfen{ nezavisle proménné o2 vyrazné mensi, nez rozptyl hodnot méfeni
zdvisle proménné, tato metoda da témér shodné vysledky jako klasicka regrese (bez uvazovani
nepfesnosti nezdvisle proménné). Je to zpusobeno tim, Ze Gprava v chdpéni vzdélenosti nebu-
de prilis odlisné od klasické vertikdlni vzdéalenosti. V takovychto pripadech je potom naprosto
postacujici pouzit metody klasické regrese, neni nutné véci prili§ komplikovat (vysledky budou
jen zanedbatelné odlisné). Tato popsand metoda by se méla aplikovat jen v pfipadech, kdy jsou
hodnoty o2 a 05 srovnatelné, coz se v praxi ¢asto nestava.

Toto je zptisobeno tim, ze hodnoty nezdvisle proménné jsou typicky zatizeny jen nejistotou
typu B (nepresnosti méfidla), zatimco u hodnot zévisle proménné se musi poéitat s nejistotami
typu A (ndhodnost méfenych dat) i B (nepfesnosti métidla). Toto zplisobi, ze hodnoty zdvisle
proménné maji radové vetsi rozptyl nez hodnoty nezavisle proménné. Je ale nutné mit na
paméti, ze v pripadech, kdy jsou nepfesnosti méfeni zavisle a nezédvisle proménné srovnatelné
(coz se také obcas stdava), metody klasické regrese jsou nedostacujici a musime proto pouzit
vysSe popsany zobecnény postup.

Jen aplné na zavér poznamenejme, ze i v takovémto obecnéjsim pripadé lze konstruovat
intervalové odhady pro hodnoty regresnich koeficienti i pro hodnotu prokladané funkce. Teore-
tické odvozeni je vSak prilis slozité na to, abychom ho zde uvadéli. Ve vzorovém skriptu muzete
najit priklady pouziti této metody na konkrétnich datech.

Zavér
Toto je ze seridlu 30. ro¢niku FYKOSu vSechno. Pokud jste docetli az sem, musim Vam po-
gratulovat a zaroven podékovat za trpélivost. Doufdm, ze znalosti, které jste v tomto seridlu
nacerpali, v budoucnosti budete moci zuzitkovat, at uz v ramci riznych fyzikalnich soutézi nebo
béhem studia na stfedni (nebo i vysoké) skole.

Na zavér bych chtél jesté kromé ctenari seridlu a fesiteld seridlovych tloh podékovat i korek-
tortm, ktefi se vyraznym zpusobem podileli na findlni podobé jednotlivych dil tohoto seridlu.

Michal Nozic¢ka

Fyzikalni korespondenéni seminaf je organizovan studenty MFF UK. Je zastfesen Oddélenim
pro vnéjsi vztahy a propagaci MFF UK a podporovan Ustavem teoretické fyziky
MFF UK, jeho zaméstnanci a Jednotou Ceskych matematiku a fyziku.

Toto dilo je sifeno pod licenci Creative Commons Attribution-Share Alike 3.0 Unported.
Pro zobrazeni kopie této licence navstivte http://creativecommons.org/licenses/by-sa/3.0/.

12


http://creativecommons.org/licenses/by-sa/3.0/

	Seriál - Zpracování dat 6. díl

