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Serial: Na prochazce s integraly

V minulém dile jsme se seznamili s numerickou derivaci a se zdklady stochastické metody Mon-
te Carlo, jmenovité MC integraci. Nyni navizeme obecnéjsim vykladem numerické integrace,
ale predtim se jesté podivime na matematicky pojem ,ndhodné prochéazka“. Nahodné prochéz-
ky vyuzijeme jednak v pokrocilych metodadch MC integrace, ale také napiiklad pri simulaci
Brownova pohybu.

Nahodné prochazky

Na pocéatku studia fyziky se studenti obvykle sezndmi s mechanikou a Newtonovymi zdkony.
Pomoci nich se nauci spocitat, kterym smérem a jakou rychlosti se bude pohybovat hmotny bod
v dtsledku sil na néj pusobicich. Tento pristup ovSem selhdva, pokud budeme chtit predpovédét
napiiklad trajektorii prachového zrnka ve vzduchu. Abychom nalezli polohu ¢éstice o byt jen
nékolik nanosekund pozdéji, potfebovali bychom vyftesit statistice srdzek — musime totiz znéat
také aktudlni polohu vsech molekul, které by se s nasi ¢astici mohly srazit. Tento vypocetné
narocny pristup vyuziva v simulacich molekulovad dynamika.

Snizime-li své naroky a budeme chtit nalézt pouze stfedni vzdalenost nebo jinou statistickou
veli¢inu, odemyka se ndm moznost pouzit stochastické simulace. Zakladni myslenkou je zde
predpoklad, Ze okolni molekuly se pohybuji ndhodnymi sméry a rychlostmi (v pfipadé klasického
plynu uréenymi gaussovskym rozdélenim). Toto molekuldrni pozadi vyjmeme ze svych vypoctu
a budeme se vénovat pouze pohybu tézké ¢astice, ktery bude v disledku ndhodného hemzeni na
pozadi také ndhodny. Pro pohyb tézké castice v dusledku chaotického pohybu molekul okolni
tekutiny se ustalil ndzev Browniv pohyb. Tento fyzikalni pohyb mtizeme aproximovat diskrétnim
matematickym modelem zvanym ndhodnd prochdzka, ktery v kazdém cCasovém kroku posune
Castici ndhodnym smérem o pevné zvolenou vzdalenost. Nahodna prochézka spada do Sirsi
rodiny Markovovych procesi, na které se nyni podivime podrobnéji.

Markovovy procesy

V prvnim dilu seridlu jsme se seznamili s pojmem ndhodné proménnd. Jednalo se o proménnou,
jejiz hodnota neni predem zndma (tj. neni to konkrétni ¢islo), pouze zndme pravdépodobnos-
ti nabyvani hodnot z urcité mnoziny. Tyto pravdépodobnosti byly dany pravdépodobnostnim
rozdélenim, napf. ndhodnéd proménna ,hod kostkou* mohla nabyvat hodnot 1 az 6 z diskrét-
niho rovnomérného rozdéleni. Pokud uspordadame ndhodné veli¢iny do fetézce, tj. priradime
ndhodnym veli¢indm indexy 1, 2, ..., n, nazd'/véme tento tetézec ndhodny proces. Piikladem
ndhodného procesu je tfeba série hodu mincit! Realizaci tohoto ndhodného procesu je uspora-
dana mnozina, jejiz kazdy prvek nabyva hodnoty ,,panna“ nebo ,jorel“ — naptiklad jsme vytvorili
pomoci péti hodu korunovou minci realizaci ndhodného procesu

{panna, panna, panna, orel, panna} .

1 Konkrétné se jedné o tzv. Bernoulliho proces s pravdépodobnostmi p = 1/2al—-—p=1/2.
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V tomto procesu jsou prvky fetézce predstavovany navzdjem nezévislymi a shodné rozdélenymiE
nahodnymi veli¢inami. Obecné vsak mohou byt veli¢iny zavislé a rtizné rozdélené. Uvazte tfeba
takovyto proces (A): Hizim minci, dokud nepadne panna, a pak hdzim kostkou, dokud nepadne
Sestka; pak hazim minci, dokud nepadne panna, a pak hézim kostkou, dokud ... Jiny priklad
(B): Hazim Sestisténnou kostkou a s¢itdm oka tak dlouho, dokud neziskdm soucet vétsi nebo
roven 20; poté vyménim Sestisténnou kostku za desetisténnou a pokracuji v pri¢itani, dokud
nedosdhnu souctu 40; poté se vratim k Sestisténné kostce atd.

Nyni uvazujme specidlni pripad ndhodného procesu, kdy jsme schopni urcit stav v nésledu-
jicim kroku bez znalosti historie procesu. Jinymi slovy, pravdépodobnost realizace hodnoty x
nédhodné veli¢iny X, 11 dokdzu jednoznacné urcit na zdkladé realizace y ndhodné veliciny X;.
Této vlastnosti rikdme priléhave bezpametovost a prislusny ndhodny proces se nazyva Markoviv.

Formalné tuto vlastnost (pro diskrétni ndhodné veli¢iny) zapiseme

P(XH_l = Ti+1 |X1 =1, X2 = T2, -.., Xz = il?z) = P(XH_l = Ti+1 ‘XI = iL‘z) (1)

a Cteme: Pravdépodobnost, ze nahodnd velicina X;11 nabyva hodnoty x;4+1 za podminky, ze
v prvnim kroku nabyla veli¢ina X; hodnoty x1, v druhém kroku nabyla veli¢ina X2 hodnoty 2
atd., je stejnd jako pravdépodobnost, ze X;+1 nabude hodnoty x;41 za podminky, ze v predeslém
kroku nabyla X; hodnoty z;. Znalost fetézce na rozsahu indext 1 az i—1 je tedy tiplné zbytecna,
miZzeme ji zapomenout.

Série hodti minci je trividlnim pripadem bezpamétového fetézce, kdy neni potteba znat ani
stav v kroku 7 (toto plati pro kazdy fetézec navzdjem nezavislych ndhodnych veli¢in). Proces
A je také Markovuv proces, dalsi krok se rid{ vzdy souc¢asnym stavem. Bezpamétovy je i proces
B — pro uréeni stavu v kroku B ndm postaci znalost aktudlniho souc¢tu a typu kostky, kterou jsme
naposled hézeli. Vymyslet proces, ktery neni Markoviv, je snadné, napiiklad: Hazim kostkou
a s¢itdm hodnoty, pokud padnou dvé Sestky za sebou, pri¢tu k souctu v nasledujicim kroku
bonus 10. Pro urceni stavu v néasledujicim kroku je zjevné potieba znat alespon dva predchozi
stavy, predpoklad (m) je porusen.

Nahodna prochazka v 1D

Ndhodnd prochdzka je ndhodny proces dany sou¢tem nezavislych a shodné rozdélenych nahod-
nych velicin. Nejjednodussim piikladem je opét hazeni minci, na rozdil od prikladu vyse vsak
neni aktudlni stav uren poslednim hodem, ale sou¢tem vsech dosavadnich hodu (pfitom uva-
zujeme panna = —1, orel = 1). Nézev ndhodnd prochézka vychdzi z predstavy, kdy souctu
realizaci ndhodnych veli¢in prifadime vyznam vzdalenosti od pocdtku — mame tedy objekt,
ktery se v kazdém kroku pohne ndhodné doleva, nebo doprava, a takto se prochazi po primce.

Mozn4 si vzpomenete na dlohu z prvniho dilu seridlu, kdy Mirek s Lukasem hrali o FYKOSI tricka,
pricemz o vitézi tricka se v kazdém kroku rozhodovalo na zakladé hodu minci. Tehdy jsme jako ,hru“
oznacili sekvenci obsahujici pocty tricek jednoho z hracu. ,Hra“ bylo tedy oznaceni pro realizaci ndhodné
prochézky koncici pro nékterého hréce nulou (stav, kdy jeden hra¢ mél vSechna tricka nebo zadné,
predstavoval absorpcnd bariéru = konec hry).

Nadale budeme casto zaménovat pojmy ndhodné prochazka a realizace ndhodné prochazky, je vsak

dobré mit na paméti, ze se principidlné lisi.

2y anglické literatufe se muzete setkat se zkratkou ¢id — independent and identically distributed.
30béas se v uéebnicich muzete setkat i s oznadenim markovsky ¢i markovovsky proces, v obou pripadech
jde o podobnostni pfidavné jméno odvozené od ruského matematika Andreje Andrejevice Markova.



FYKOS Seridl XXXI.IIT Na prochéazce s integraly

Oblibenou ucebnicovou tlohou je ,opilcova prochazka“: Opilec se o ptlnoci vraci domu
z hospody. Diim, kde na néj ¢eka rozc¢ilend manzelka, se nachazi ve vzdalenosti a od hospody.
Druhym smérem se ve vzdalenosti b od hospody nachézi feka. Opilec se s kazdym krokem posune
o vzdalenost +1 (k fece), nebo —1 (k domovu), pfiemz oba sméry jsou stejné pravdépodobné.
Zajimat nas budou nésledujici otdzky:

a) Jakd je pravdépodobnost, ze opilec dojde difv domu nez do feky?

b) Jaka je pravdépodobnost, Ze se opilec po n krocich nachézi v bodé k?
c¢) Jakd je stfedni poloha opilce?

d) Jak4 je stfedni vzdalenost opilce od hospody?

Nez za¢neme tlohu resit, zadefinujeme si prochazku formdlnéji. Kazdy krok je ndhodna veli-
¢ina S;, kterd nabyva hodnoty +1 s pravdépodobnosti 0,5 a hodnoty —1 s pravdépodobnosti
také 0,5. Soucet n téchto ndhodnych veli¢in oznac¢ime

W, = zn:sl .
i=1

Posloupnost {W,,} potom predstavuje ndhodnou prochézku, presnéji jednoduchou ndhodnou
prochéazku. Pfitom bez Gjmy na obecnosti volime pocatecni polohu Wy = 0.

Pri studovani ndhodné prochazky z pohledu Markovovych fetézcii nés zajiméd pravdépodobnost
prechodu mezi stavy. Prostorem stavi je v piipadé jednorozmérné ndhodné prochizky mnozina celych
¢isel Z. P; ;41 znaci pravdépodobnost pfechodu ze stavu ¢ do stavu ¢ + 1, tj. pravdépodobnost, ze
udélame krok vpravo. Pro prochazku, kde je krok na obé strany stejné pravdépodobny, piseme P; ;11 =
=1/2 = P; ;1. Toto lze vyjadrit také pomoci matice pFechodu

0 1/2 0 0
12 0 1/2 0
0o 12 0 1/2]°
0 0 1/2 0

T =

kterou jsme zde omezili na mnozinu {1,2, 3,4}, ale v obecnosti je nekone¢na.

Prvni otazku jsme jiz zodpovédéli v prvnim dilu seridlu, kdyz jsme se ptali, s jakou pravdeé-
podobnosti vyhraje Mirek nad Lukasem ve hie o tricka. Pravdépodobnost, ze opilec dojde diiv
domi, je b/(a + b), a podobné pravdépodobnost, ze diiv spadne do feky, je a/(a + b). Dikaz
naleznete ve vzorovém fesSeni seridlové tlohy.

Abychom vyftesili druhou otdzku, potfebujeme si rozmyslet, kolika riznymi zptsoby muzeme
po n krocich dojit do bodu k. V prvnim kroku muZzeme jit nalevo nebo napravo a skoncit
v bodé —1 nebo 1. V druhém kroku jiz médme vice moznosti: budto se z bod 1, —1 vratime
zpét do nuly (tj. po dvou krocich jsme se dokdzeme dostat nuly dvéma riznymi zpusoby),
nebo z bodu 1 vykro¢ime do 2, nebo z bodu —1 vykro¢ime do —2. Takto mizeme pokracovat
a vytvorit schéma, které pro retézec délky 4 vypadé nésledovné:

1
1 1
1 2 1
1 3 3 1
1 4 6 4 1
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Rédky udavaji délku Fetézce n, sloupce polohu k (nula uprostied) a &isla v tabulce podty
moznosti, jak se do bodu dostat. Konstruujeme tedy Pascaliiv trojihelnik, pficemz po sudém
poctu kroku muzeme byt vidy pouze ve vzdélenosti od pocatku dané sudym ¢islem, podobné
pro lichy pocet krokt lichym ¢islem. Prvky v tomto Pascalové trojihelniku lze vyjadrit pomoci

kombinac¢niho ¢isla
n
(n—k)/2)"

Pravdépodobnost realizace jednoho konkrétniho fetézce je 1/2", hledans pravdépodobnost, Ze
po n krocich se nachdzime v bodé k, je tedy

2_n<(n - k)/z) |

Nalézt stfedni polohu opilce je velice jednoduché.E Plati

E(W,) =E znzsi :zn:E(Si) =0,

kde jsme vyuzili toho, Ze stfedni hodnota souctu nezavislych veli¢in je rovna souctu jejich
stfednich hodnot. Tento vysledek neni nijak prekvapivy, nebot kazdy fetézec délky n koncici
v bodé k k sobé mé symetricky fetézec okolo poc¢atku koncici v bodé —k.

Posledni otdzka je ponékud komplikovanéjsi. Hleddme st¥edni hodnotu E(|W5,|), coz je urcité
nenulova hodnota. Odhadnout® chovani tohoto vyrazu lze pomoci odmocniny ze stfedni hodnoty
kvadratu (stfedni kvadratickd hodnota, root mean square), kterou opét diky vlastnostem st¥edni

hodnoty zapiseme jako
E(W7) =Y Y E(S:S;) .

i=1 j=1

Proi = jméme E (Sf) =1, proi # j je stfedni hodnota nulova, protoze jde o souéin nezévislych
velicin, celkové tedy

- n.

Reseni uvedenych &ty otdzek ndm poskytlo zdkladn{ vhled do chovani ndhodnyjch prochézek,
ale zdaleka se nejednalo o vycerpavajici rozbor. Studium ndhodnych prochdzek mé vyznam
v algebre, numerickych metodach, ekonomii a dalsich oborech. Dodnes pifed nami stoji mnoho
nevytesenych otazek, predevsim ohledné chovani vicedimenzionalnich prochazek, a na ty se nyni
podivadme.

4P¥i velkém obsahu alkoholu v krvi bude tato stfedni poloha pravdépodobné horizontalni.
®Je ovéem mozné spoéist E(|Wh,|) i piesné. Mizete si to zkusit.
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N3hodna prochazka ve vice dimenzich

Definice ndhodné prochézky ve vice dimenzich pfinasi dodatecnou komplikaci. Zatimco v 1D
existovaly pouze dva mozné sméry, kam vykrocit, nyni jich je nekone¢né mnoho. Abychom
si situaci uleh¢ili, budeme predpokladat, ze v kazdém kroku je mozné pohnout se pouze ve
sméru nebo proti sméru jedné z kartézskych os. Takze ve dvou dimenzich budeme mit ¢tyii
moznosti pohybu, ve tfech osm, ..., obecné 2¢ smért, kde d je dimenze v prostoru. Specificky
ve dvou dimenzich (v téch se budeme pohybovat predev§im) jsou mozné polohy v prostoru
reprezentovany uzly ctvercové sité.

Néhodna velic¢ina K;, kterd predstavuje jeden krok, muze ve 2D nabyvat ¢tyr hodnot, které
si oznacime tieba I, r, u, d (left, right, up, down). Také se na tuto veli¢inu mizeme divat jako
vektor se dvéma slozkami, ktery muze nabyvat hodnot (1,0), (0,1), (—1,0) a (0,—1), kazdé
s pravdépodobnosti jedna ¢tvrtina. Ndhodnou prochazku pak definujeme opét pres soucet

n
W, = ZK
=1

pri¢emz proces ndhodné prochdazky {W,} je nyni tvofen posloupnosti vektorovych ndhodnych
velic¢in.

Otéazky, které jsme tesili pro pripad 1D prochéazky, 1ze preformulovat i pro vicedimenzionalni
pripad, ale nalezeni odpovédi je jiz komplikovangjsi. Omezime se pouze na otdzky c) a d). Lze
si rozmyslet, Ze stredni polohou bude opét pocatek, a to v jakémkoli po¢tu dimenzi. V souboru
vSech moznych (realizac{) prochézek najdeme ke kazdé prochdzce pravé jednu dalsi symetrickou
okolo pocétku a stredni poloha této dvojice je nulova, tedy i stfedni hodnota pro cely soubor
bude nulova. Stfedni vzdalenost opét pouze odhadneme pomoci stredni kvadratické hodnoty

VEWD) = () E(Ki-K))

i=1 j=1

1/2 1/2

= ZE(Ksz) =n.

Dostali jsme stejny vysledek jako pro jednu dimenzi diky skutecnosti, ze skalarni sou¢in dvou
identickych vektoru K, je roven jedné. Vzdélenosti se zde mysli eukleidovskd vzdélenost

1/2

n
[ S I DI
=1

skaldrni souéin pak udéva ¢tverec vzdélenosti. Samotnd stfedni vzddlenost je (v asymptotic-
kém smyslu, tedy pro n — 00) jesté ndsobena faktorem, ktery se blizi uréité malé hodnoté
z intervalu (0, 1).

Pro algebraiky je dilezitou otdzkou, zda se prochazka nékdy navrati do svého pocatku. Bez dikazu
zde uvedme, ze dvoudimenzionélni prochdzka v limité nekonec¢ného poctu kroki alespon jednou doséhne
kazdého bodu, a tedy i toho pocate¢niho. Konvergence pravdépodobnosti navratu k hodnoté 1 je ale

velmi pomald, proto v oblasti simulaci neni ptili§ dilezitd. Pro 1D prochazky plati silnéjsi tvrzeni, ze
v limité nekonec¢ného poctu kroku projdeme kazdym bodem nekonecnékrat.

Jako motivaci pro studium ndhodnych prochézek jsme na zacatku uvedli Browniv pohyb.
Avsak spravny model Brownova pohybu by mél byt v ¢ase spojity. Provedeme-li pro ndhodnou
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prochézku s ¢asovym krokem At limitu At — 0, dostaneme tzv. Wieneruv proces. Na pocitaci
vSak neni mozné provést simulaci, kterd je v Case spojita. Jelikoz vSak nase definice ndhodné
prochézky pevné svazuje ¢asovy krok At a délku kroku v prostoru Al, muzeme se Wieneroveé
procesu (a tedy i Brownové pohybu) pfiblizit preskdlovdnim rozméru prochdzky. Jinymi slovy,
limitu At — 0 nahradime limitou Al — 0. Abychom toto chovani ozfejmili, ukdzeme si nyni,
jak vypadaji vysledky simulace ndhodné prochéazky.

Pro simulaci jednoduché 2D prochazky jsme pouzili nésledujici kéd psany v Pythonu:

# nacteme matematickou knihovnu a~knihovnu s~gemeratory nahodnych cisel,
# numerickou knihovnu a~grafickou knihovnu

import math

import random

import numpy as np

from matplotlib import pyplot as plt

# zadame delku nahodne prochazky a~pocet opakovani

max_krok = 10000

max_pocet = 10000

pocet = 0

# definujeme pole, do ktereho budeme ukladat stredni vzdalenost od pocatku
vzd = np.zeros(max_krok+1l,dtype=np.float)

while pocet < max_pocet:
pocet += 1
# definujeme pole, do kterych budeme ukladat trajektorii posledni prochazky
xs = np.zeros(max_krok+1l,dtype=np.float)
ys = np.zeros(max_krok+1l,dtype=np.float)
# resetujeme aktualni pocet kroku
krok = 0
while krok < max_krok:
krok += 1
# generujeme dve mnahodna cisla z~mnoziny {0,1}, ktera rozhodnou,
# zda se budeme pohybovat po vertikale, mnebo horizontale
# a~jestli v~kladnem, mnebo zapormem smeru
hv = math.floor (random.random()+0.5)
pm = math.floor (random.random()+0.5)
# mnaplnime dalsi element pole trajektorit predchozi hodnotou
xs [krok] = xs[krok-1]
ys [krok] = ys[krok-1]
# posuneme se o~jeden krok
if hv ==
if pm == 0:
xs [krok] += -1
else:
xs [krok] += 1
else:
if pm ==
ys [krok] += -1
else:
ys [krok] += 1
# pricteme wvzdalenost aktualni prochazky po aktualnim poctu kroku
vzd[krok] += math.sqrt(xs[krok]**2. + ys[krok]**2.)

# pole wvzdalenosti wvydelime poctem prochazek, abychom dostali prumer
vzd = vzd/float (max_pocet)

Tento kéd generuje max_pocet ndhodnych prochazek o délce max_krok, pricemz vzdéalenost
prochézky v kazdém kroku od pocatku uklddd do pole vzd. Na konci kazdy prvek tohoto pole
obsahuje soucet vzddlenosti po poc¢tu kroka rovnému pozici prvku. Vydélenim tohoto pole po-
¢tem vSech prochazek dostaneme zavislost prumérné vzdalenosti na poc¢tu kroktu. Prumérovani
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velkého poctu prochazek je dulezité — zvolime-li malou hodnotu max_pocet, muze vzdélenost
od pocatku i klesat, pokud se v nasem souboru zrovna vyskytne vice prochazek, které se vraceji
k pocatku.

Pro uvedené hodnoty jsme zjistili, ze pramérna vzdélenost po 10000 krocich je 89,2. To
docela dobre odpovidd asymptotické hodnoté® 88.6. Spise by nas vsak zajimalo, jak vypada
zévislost stfedni vzdalenosti na poc¢tu krokt a jak vibec vypadé realizace ndhodné prochézky
(trajektorie). Na konec kédu vyse proto pridame nésledujici:

# fitujeme primku v~log-log grafu na poslednich (fit_body) bodech

fit_body = 1000

fit_range = np.linspace(max_krok-fit_body+1l,max_krok,fit_body)

log_range = [math.logl0(y) for y in fit_range]

log_vzd = [math.logl0(y) for y in (vzd[max_krok-fit_body+1:])]

fit,cov = np.polyfit(log_range,log_vzd,1,cov=True)

print ('Smernice fitu v~je {} se smerodatnou odchylkou {}'.format(fit[O0],
math.sqrt(cov[0,0])))

# nakreslime graf prumernych wvzdalenosti a~trajektorie posledni prochazky
vzdplot = plt.plot(range(max_krok+1),vzd,'r',linewidth=2)

plt.show()

prochplot = plt.plot(xs,ys,linewidth=1)

plt.show()

Ze zavislosti vzdédlenosti na poc¢tu krokia vezmeme poslednich 1000 bodt, provedeme loga-
ritmickou transformaci a fitujeme daty polynom prvniho fddu (pfimku). Proménné fit v sobé
obsahuje koeficienty a, b linedrniho fitu f(z) = az + b a proménnd cov je matice! na jejiz dia-
gondle lezi rozptyly odpovidajici koeficientim a, b. Po dostatecném poctu krokit n by se méla
vzdélenost od poc¢atku chovat jako y/n, smérnice piimky by tedy méla byt rovna exponentu 1/2.
Vystupem jednoho béhu programu byl koeficient a = 0,4890 + 0,0004, coz je pomérné blizko
ocekavané hodnoté 0.58 Posledni radku kédu vykresluji graf zavislosti vzdalenosti na poctu kro-
ki, abychom mohli asymptotické chovani ovéfit vizudlné (obr. [l]), a také vykresluji trajektorii
posledni vygenerované prochéazky. Priklady prochazek o délkach 10000 a 200 000 kroku jsou na
obrazcich P a B. V druhém piipadé jiz nedokazeme rozeznat jednotlivé kroky — trajektorie se
blizi realizaci spojitého Brownova pohybu.

Kromé jednoduché prochézky, které jsme se doted vénovali, 1ze definovat ve 2D rtzné mo-
difikace, které nemély v jedné dimenzi dobry smysl. Prochdzka bez ndvratu v sobé zahrnuje
dodateény pozadavek, Ze pokud nabyvé K; uréité hodnoty, napt. (1,0), nemtze K;y1 nabyvat
hodnoty opaéné, (—1,0). Prochdzka bez krizend zakazuje, abychom do jakéhokoli bodu vstoupili
vyse nez jednou. Na obrazku P bychom tedy vidéli jednoznacény zacatek a konec. Plati zajima-
véH tvrzeni, ze pravdépodobnost, ze se nahodna prochazka vrati do pocatecniho bodu, roste
s poc¢tem kroku k jedné. Z toho nutné plyne, ze kazda prochézka bez navratu jednou skondi.
Nemd proto smysl studovat asymptotické chovini stfedni vzdélenosti od pocdtku, ale mizeme
naptiklad hledat stfedni délku prochazky.

SVyuzili jsme znalosti multiplikativnfho faktoru pro dimenzi dvé, ktery m4 hodnotu V/7/2. V Teseni serid-
lovych tloh nepozadujeme dohledavat tyto faktory.

7Jedn4 se o kovarianéni matici. Pokud se o kovarianci chcete dozvédét vice, doporucujeme 3. dil seridlu z 30.
ro¢niku FYKOSu.

8Pokud bychom chtéli zkusit provést vypocet pro delsi prochazky, trval by jeden béh programu jiz pomérné
dlouho (minuty a vice). Nezajimame-li se o trajektorie prochdzek, mizeme si misto polf xs a ys uklddat pouze
aktualni vzdéalenost, ¢imz se béh programu vyrazné zrychli.

9M34, vyuziti napifklad pii maticovém zapisu integrdlnich rozvoji nebo pfi feSeni Laplaceovy rovnice ve 2D.
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Obr. 1: Vzdélenost 2D prochazky od pocatku v zavislosti na poctu kroku. Graf vznikl
prumérovanim 10000 prochézek o délce 10000 kroki. Mocninny fit byl proveden na
poslednich 1000 bodech, v levé ¢éasti grafu proto vidime, ze fit prili§ nesedi — nevykazuje
asymptotické chovani.

Dalsf moznou variaci prochizky je zména sité, na které se pohybujeme. Reknéme, 7e po-
uzijeme napiiklad hexagondlni mfizku. Potom z mikroskopického hlediska, tj. pro maly pocet
krokti, budeme pozorovat odlisnosti od pripadu s ¢tvercovou miizkou. S rostoucim poctem kro-
ku vsak tyto odliSnosti postupné mizi a prochazka postupné konverguje k Brownovu pohybu.
K tomuto chovani dojde vzdy, zachovame-li potfebnou symetrii ve volbé kroku.

Nahodné prochéazky ve trech dimenzich™= a vyssich nejsou prilis dobre prozkoumané, alespon
z analytického hlediska. Jednim z analytickych vysledki je, ze s rostouci dimenzi postupné
kleséd pravdépodobnost ndvratu k nule, zatimco v jedné i ve dvou dimenzich je rovna jedné,
jak jsme zminovali vySe. Pomoci pocitacovych simulaci lze ziskat predstavu o asymptotickém
chovani délky prochazky, pravdépodobnosti dosazeni absorpéni bariéry apod. To si vyzkousite
v seridlové tloze. Ve velmi vysokych dimenzich nedokdzeme simulacemi ziskat dobrou statistiku
a nastupuji zpét analytické metody.

Numericka integrace

Nasim cilem je numericky zjistit hodnotu urc¢itého integralu

I:/abf(m)dac.

107, kdo zazili éru Windows 95/98, si pravdépodobné vzpomenou na spofi¢ obrazovky vykreslujici spleti-
té potrubi (Pipes screensaver). Jednalo se o 3D ndhodnou prochézku bez kiiZeni s reflexivnimi okrajovymi
podminkami vykreslovanou pomoci knihovny OpenGL. Problémem tohoto spofi¢e bylo, ze mnohdy vytézoval
obrazovku i procesor vice nez bézna kancelarska préace.
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Obr. 2: Trajektorie 2D prochazky o délce 10000 krokd. V grafu jsou dobre vidét jednotlivé
pravouhlé kroky, je tedy zrejmé, zZe se nejedna o spojity proces.

Tato znalost je zvlast uzite¢nd, nebot jen pro relativné mélo funkci dokdzeme tlohu vyftesit
analyticky, tedy nalezenim primitivni funkce

Flz) = /f(:c) dz

a spoctenim urcitého integralu vztahem

b
/ flx)dx = F(b) — F(a).

Vzpomenme si nyni na pouékuﬂ, ze hodnota integralu je rovna obsahu plochy pod gra-
fem funkce f(z) (s opaénym znaménkem, pokud je funkce zdpornd). Cely problém se tedy
redukuje na vypocet obsahu plochy. Prvni, co nds napadne, je aproximovat plochu obdélnikem
o stranach b —a a f(‘%*'b) Jde o jednu z variant obdélnikového pravidla, nicméné jak asi uhod-
neme, tato aproximace neni pro vétsinu funkci prili§ presna. Lepsi rozhodné bude pouzit misto
obdélnika lichobéznik. Aproximace integralu je pak rovna

o) IO

Pokud pijdeme v tomto duchu déle a aproximujeme plochu plochou pod parabolou, dostaneme
jednoduché Simpsonovo pravidlo

P (r@ s () + )

Ve skuteénosti jde o definici Riemannova integralu.

7=
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Obr. 3: Trajektorie 2D prochazky o délce 200 000 krokti. Diskrétni miizka jiz neni patrna,
prochézka se blizi spojitému procesu.

Dalo by se ocekévat, ze presnéjsich metod analogicky dosdhneme aproximaci plochou pod poly-
nomem 3., 4., ...Taddu. Tyto metody se ale nepouzivaji kvili neodstranitelnym zaokrouhlovacim
chybam.

Vyse uvedené metody (vé. téch vyssiho fddu) se nazyvaji jednoduché Newtonovy-Cotesovy
vzorce. Zpravidla ndam ale jednoduché Simpsonovo pravidlo nestaci, proto si predstavime slo-
Zené Newtonovy-Cotesovy vzorce. Myslenka je jednoduchd. Rozdélme interval (a,b) na mnoho
stejné velkych na sebe navazujicich intervalii. Na kazdém z nich potom pouzijme jednoduchy
N-C vzorec, celkovy integral je pak soud¢tem integrali pies tyto malé intervaly. Cim je pocet po-
dintervald vétsi, tim je vypocet samoziejmé presnéjsi. Slozené lichobéznikové, resp. Simpsonovo
pravidlo pak mé tvar

N-1
Diichobeznik = h % + Z; fi+ f?N 7

h
ISimpson = g (f0+4f1/2 +2f1 +4f3/2 ++4fN—1/2+fN) )

kde h = (b —a)/N, fr = f(a+ hk) a fy/2 = f(a+ hk/2). V praxi se pak pouzivaji pravé tato
dvé pravidla.

Predstavili jsme si zékladni metody vypoctu urcitého integrdlu v jedné dimenzi. V praxi
se pak pouzivaji i jiné, pokrocilejsi metodyt= pro jejich pouziti je ale nutné ovladat pokrocily
matematicky apardt, proto se jimi zde nebudeme zabyvat. N-C vzorce lze zobecnit i pro vyssi
dimenze, vzpomenme si ale na minuly dil, kde jsme zjistili, Ze pro d > 4 je vyhodnéjsi pouzit

12Napiiklad Gaussovy kvadratury.

10
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Monte Carlo integraci. Za urc¢itych okolnosti, napriklad pokud oblast, pfes kterou integrujeme
neni pravouhla, vyplati se kvili jednoduchosti pouzit MC integraci i v nizsich dimenzich.

Predstavme si nyni, Ze chceme spocitat integrél z funkce, kterd ma nékde peak. Vzpomenme
si, e chyba (smérodatna odchylka) MC metody je o[I] = o[f(z)]/V' N, kde N je pocet vzorki
a o[f(z)] rozptyl hodnot integrované funkce na daném intervalu. Pokud m4 ale funkce nékde
peak, pak tento rozptyl bude velky a v dusledku bude mit vypocteny integral velkou chybu.
To mtzeme zachranit bud zna¢nym zvétsenim poctu vzorku nebo zvolenim jiného, nez rovno-
mérného rozdéleni ndhodnych vzorki. Pokud totiz pouzijeme ndhodné vzorkovani s husototou
pravdépodobnosti p(z), pak je hodnota integralu rovna

1 f)
I_N;p(l‘i)'

a plati (viz obecné odvozeni v minulém dile seridlu)

Pokud bude p(z) zvoleno tak, ze f(x)/p(z) bude skoro konstanta (nebo alespon nebude obsaho-
vat peaky) bude smérodatnd odchylka hodnoty integralu daleko mensi. Abychom ale dokdzali
tohoto triku vyuzit, musime se naucit generovat ndhodna ¢isla s libovolnou hustotou pravdé-
podobnosti.

Generovani nahodnych ¢isel s obecnou hustotou pravdépodobnosti

Zopakujme si nejprve nékteré zakladni pojmy tykajici se spojitych ndhodnych redlnych promén-
nych. Hustotou pravdépodobnosti nazyvame funkei f(z) takovou, ze

P[angb}:/bf(ac)dx.

Cteme: Pravdépodobnost, ze ndhodnd proménné X lezi v intervalu (a,b) je rovna integralu
z hustoty pravdépodobnosti s mezemi a a b. Jinak feCeno, hustota pravdépodobnosti f(x)
vyjadfuje pravdépodobnost, ze X lezi v tGzkém intervalu (x,z + dz). Je zfejmé, ze f(x) je
vsSude nezaporna.
Druhym zpuisobem, jak popsat rozlozeni pravdépodobnosti, je distribucni funkce definované
vztahem
F(z)=P[X <2].

Cteme: hodnota distribuéni funkce v bodé x je rovna pravdépodobnosti, Ze ndhodné promén-
né X je mensi nebo rovna x. Mezi distribu¢ni funkei a hustotou pravdépodobnosti plati vztah

F(z) = / Ft)dt.

Je ztejmé, ze F(z) je neklesajici funkce a plati F(—oco) =0 a F(+o00) = 1.

11
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Inverze distribuéni funkce

Prvnim zpiisobem generovani ndhodnych cisel s libovolnou distribuci je nasledujici tvrzeni.
Méjme ndhodnou proménnou X s distribuéni funkci F'x (). Pak proménnd Y definovand vyra-
zem Y = Fx(X) mé rovnomérné rozlozeni na intervalu (0, 1). Dtkaz je jednoduchy®, plati

Fy(y)=P(Y <y) = P(Fx(X) <y) = P(X < Fx'(y)) = Fx(Fx ' (y) = v,

tedy Fy (y) je distribuéni funkce rovnomérného rozdéleni. Tvrzeni ndm prakticky poslouzi,
pokud dokézeme najit inverzi kyzené distribuc¢ni funkce. Pak totiz dokdzeme generovat ndhodné
¢isla s distribuéni funkei F(x) ndsledujicim postupem.

1. Vygenerujeme ndhodné ¢&islo y s rovnomérnym rozdélenim v intervalu (0, 1).

2. Kyzené ndhodné ¢islo s distribuéni funkei F(x) ziskdme transformaci = F~'(y).

Problém je ale v tom, Ze musime byt schopni ur¢it (idedlné analyticky) inverzi distribuéni
funkce, coz zdaleka nedokazeme pro kazdou distribuci. Pak je nutné se poohlédnout po jinych
metodach.

Boxova-Mullerova transformace

Jednou z aplikaci inverze distribuc¢ni funkce je efektivni metoda generovani nahodnych c¢isel
s norméalnim rozdélenim™= To ma hustotu pravdépodobnosti

Je znamo, ze integral hustoty pravdépodobnosti, resp. distribu¢ni funkce nelze vyjadrit pomoci
elementérnich funkci, ale jenom jako tzv. chybova funkce, kterd je timto integralem definovéna.
S nalezenim jednoduché inverze se pak muzeme rozloucit. Mizeme ale pouzit trik. Vezméme
normélni rozlozeni ve dvou dimenzich s navzajem nekorelovanymi slozkami

1 =242
- p)
Jwy) = goe”
neboli v polarnich soufadnicich
flo.0) = gc™
o,V) = 2ne

a pokusme se spocitat distribuéni funkci vzhledem k radialni souradnici

T)I// f(o,¥)oddde
27 1 _ﬁ
// 2— 2 pdddo
/ 7% / , dt = pdp

eldt=1—e"T .

13Pfevzato z https://en.wikipedia.org/wiki/Probability_integral_transform.
MNeboli Gaussovym rozdélenim se stiedem p = 0 a rozptylem o2 = 1.
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Nyni jiz muzeme distribu¢ni funkei invertovat

F ' u1) = /—2In(1 —u1) .

Pokud tento vztah pouzijeme ke generovani ndhodnych &isel s distribuci F'(r), tedy w1 bude
mit rovnomérné rozdéleni v intervalu (0, 1), pak ma u; a 1 — w1 stejné rozdéleni, miuzeme tedy

psat
r=+v—-2lnwu.

Tato distribu¢ni funkce ale nepopisuje 1D normalni rozdéleni, ale rozdéleni dané 2D Gaussovym
»kopeckem“. Pokud ale tento kopecek fizneme podél libovolného radidlniho sméru, dostaneme
1D normélni rozdéleni. Proto si vygenerujeme jesté jednu ndhodnou proménnou s rovnomérnym
rozdélenim us na intervalu (0, 1), kterd bude vyjadiovat tihel fezu. Pak proménné x; a x2 ziskané
vztahy

21 =V —2Inwu; cos(2ruz),
22 = vV —21Inwu; sin(2nuz)

maji normalni rozdéleni a jsou statisticky nezavislé. Podarilo se ndm tedy najit zptsob, jak dvé
rovnomérné rozdélend ndhodnd c¢isla transformovat na dvé normdlné rozdélend ndhodn4 ¢isla.
Této transformaci se fikd Bozrova-Mullerova transformace.

Pro tplnost dodejme, ze pokud mame ndhodnou proménnou s normalnim rozdélenim x, pak
nihodna proménnd y ziskand transformaci

y=p+ox

mé Gaussovo rozdéleni se stfedem p a rozptylem o2.

von Neumannova metoda

Tato metoda dokaze transformovat dvé rovnomérné rozdélend ndhodnd ¢isla na jedno éislo
rozdélené dle obecné hustoty pravdépodobnosti f(x). Nejprve je potieba zvolit ¢islo M takové,
aby Vz, f(z) < M. Déle najdéme meze a, b tak, aby v intervalu (a,b) lezela vSechna z, pro
kterd f(z) > 0. Pak aplikujme nasledujici algoritmus.

1. Vygenerujeme ndhodné ¢islo u; s rovnomérnym rozdélenim v intervalu (a, b).

2. Vygenerujeme ndhodné ¢islo uz s rovnomérnym rozdélenim v intervalu (0, M).

3. Pokud w2 < f(u1), pak ui pouzijeme, jinak jej zahodime.

4. Opakujeme od zacatku.

Metoda funguje, protoze pravdépodobnost, Zze bude hodnota w1 pfijata je rovna f(u1)/M,
je tedy timérna hustoté pravdépodobnosti.

7 popisu algoritmu je vidét, ze M musime volit co mozna nejmensi, jinak budeme velmi
plytvat ndhodnymi ¢isly. Tato metoda je ze stejného diivodu nevhodna pro hustoty pravdé-
podobnosti, které maji peak, ¢i obecné velky rozptyl hodnot. Nicméné principidlné hustotu
pravdépodobnosti takika vzdy zndme, algoritmus jde tedy Casto pouzit, a¢ neni optiméalni.

13
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Metropolisiiv-Hastingsiv algoritmus

Metropolistiv-Hastingstuv algoritmus je pozoruhodna aplikace ndhodné prochazky. Predpokla-
dejme, ze zndme hustotu pravdépodobnosti f(z) ndhodné veli¢iny, jejiz hodnoty chceme ge-
nerovat. Zvolme si vychoz{ hodnotu xo a tzv. proposal density g(z|y), neboli hustotu pravdé-
podobnosti navrhu preskoku z bodu y do bodu x. Tato distribuce ale musi byt symetricka ve
smyslu, Ze musi platit g(z|y) = g(y|z). Vice si o ni povime za chvili. Nynf jiz mizeme generovat
nahodna cisla dle nasledujictho algoritmu.

1. Vygenerujeme nédhodného kandid4ta pro novou polohu z’ dle hustoty pravdépodobnos-
ti g(«'|x;). (z; je aktudlni poloha)

2. Spocitdme koeficient prijeti o = f(z")/ f ().

3. Pokud « > 1, pak novou polohu pfijmeme (x;+1 = ). Jinak vygenerujeme rovnomérné
rozdélené ndhodné &islo u v intervalu (0, 1). Pokud « > w, pak také krok pfijmeme, jinak
zustaneme na misté (x;41 = ;).

4. Hodnotu x;4+1 vyuzijeme jako ndhodné ¢islo s rozdélenim f(x). Iterujeme pro dalsi hod-
noty.

Algoritmus si tedy mtzeme predstavit jako chozeni po hordch (funkci f(x)). Jsme vasnivi
horolezci a ¢im jsme vys, tim jsme tam radsi (nadmoiskd vyska zdroven odpovidd hustoté
pravdépodobnosti naseho vyskytu). Odnékud vyjdeme a chceme udélat krok s ndhodné zvolenou
délkou (a smérem, nebot = je obecné vektor) dle distribuce g(z'|z;). Pokud bychom krokem
vysplhali vys, tak nevihame a jdeme tam. Pokud bychom sesli niz, tak se ndm tam sice moc
nechce, ale sem tam slézt musime, tak si jeSté hodime kostkou (vygenerujeme ndhodné &islo
mezi nulou a nasi aktudln{ nadmofskou vyskou). Pokud je toto ¢islo mensi nez nadmorska
vyska, kam mifime, tak ndm Stésti neptralo a slezeme. Jinak zistaneme kde jsme. Pak udélame
dalsi ndhodny krok ...

Vratme se nyni k volbé distribuce g(z|y). Jak uz jsme zminili, mize to byt libovolnd dis-
tribuce spliujici g(z]y) = g(y|x) (ve zobecnéné verzi algoritmu ani to nemusi platit), musime
si ale d4t pozor na to, aby navrhované kroky lezely vétSinou v oblasti, kde je f(z) nenulova.
V opa¢ném pripadé vzroste pomér zamitnutych krokt a spomali se vypocet. Samoziejmé pak
musime volit distribuci g(z|y) tak, abychom byli schopni rychle a spolehlivé generovat ndhodné
veli¢iny s danym rozlozenim. Tento samoziejmy fakt je ale zpravidla tim limitujicim, v pra-
xi se tedy nejcastéji pouzivd bud rovnomérné rozdéleni centrované v aktudlni poloze y, nebo
Gaussovo rozdéleni opét se stredem v aktudlni poloze y.

Hned vidime nedostatek tohoto algoritmu, a to je autokorelace. Pokud totiz nebudeme délat
zcela ndhodné velké skoky pres celou oblast, budou sousedni hodnoty vzdy relativné blizko sebe,
tedy korelované. Nicméné pro ucely MC integrace, pokud pouzijeme dostatek hodnot, nam tato
vlastnost prilis nevadi. Velkou vyhodou tohoto algoritmu je pak to, Ze lze jednoduse a efektivné
pouzit i ve vyssich dimenzich.

Spravna volba distribuce délky kroku mé zdsadni disledky. Predstavme si, ze je f(x) tvo-
fena dvéma kopci a hlubokym ddolim mezi nimi. Pak pfi malych krocich vysSplhdme na jeden
z vrcholi, ale uz se nejspiS nedostaneme na ten druhy (museli bychom mit nehordzné stésti
a sejit do udoli). PFili§ dlouhé kroky jsou také Spatné, nebot bychom se piili§ ¢asto strefovali
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do nizsich partii, nez kde jsme, a klesal by pomér nové prijatych kroku.

Fyzikalni korespondenéni seminaf je organizovan studenty MFF UK. Je zastfesen Oddélenim
propagace a medidlni komunikace MFF UK a podporovan Ustavem teoretické fyziky
MFF UK, jeho zaméstnanci a Jednotou Ceskych matematiku a fyziku.

Toto dilo je sifeno pod licenci Creative Commons Attribution-Share Alike 3.0 Unported.
Pro zobrazeni kopie této licence navstivte http://creativecommons.org/licenses/by-sa/3.0/.
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